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Abstract. Companies face significant challenges in managing bonus expenses.
Therefore, this study aims to forecast the expenses of the Profit Sharing Program
(PSP), using financial data from the Profit and Loss (P&L) Statement of a small
company. The techniques adopted, such as SARIMAX, Prophet and Random
Forest, were evaluated in terms of accuracy, revealing potential improvements
in expense control and operational sustainability. This work contributes to the
strategic use of Machine Learning (ML) in business scenarios.

Resumo. Empresas enfrentam desafios significativos na gestdo de despesas
provenientes de bonificagbes. Portanto, o presente estudo tem como objetivo
prever as despesas do Programa de Participacdo nos Resultados (PPR), utili-
zando dados financeiros do Demonstrativo do Resultado do Exercicio (DRE) de
uma empresa de pequeno porte. As técnicas adotadas, como SARIMAX, Prophet
e Random Forest, foram avaliadas em termos de precisdo, revelando potenciais
melhorias no controle de despesas e na sustentabilidade operacional. Este tra-
balho contribui para o uso estratégico de Aprendizado de Mdquina (AM) em
cendrios empresariais.

1. Introducao

Em um contexto geral, empresas tendem a enfrentar constantemente desafios quanto a
gestdo eficaz de seus encargos financeiros, fazendo-se de extrema importancia a adog¢ao
de planejamentos estratégicos, principalmente em periodos turbulentos de incertezas
econdmicas | ].

Frente a essa realidade, muitas empresas optam pela utilizagdo e manutencio de
sistemas de bonificagdo de seus funciondrios pelo desempenho individual em diversos
formatos [ ], como no caso do Programa de Participacdo nos Resultados
(PPR), sendo uma abordagem de interesse das organizacdes devido aos seus resultados
positivos amplamente difusos [ ]. Frizon e Binsfeld alegam que os re-
sultados de programas como o PPR demonstram nao apenas melhorias nos indices de
produtividade, mas também um fortalecimento da cultura de comprometimento organiza-
cional [ ].

O acompanhamento periddico dessas despesas e outros indicadores financeiros
¢ essencial para tomada de decisdes estratégicas. Neste contexto, o Demonstrativo do



Resultado do Exercicio (DRE) ajuda a identificar dreas que necessitam de ajustes ou
otimizacoes [ ].

Entretanto, as principais influéncias, como mudangas econdmicas e a volatilidade
de indicadores financeiros, podem impactar diretamente as despesas com PPR, levando
a desvios superiores a 20% do que é previsto [ ]. Ademais, variacdes
no desempenho dos colaboradores e alteracdes nos critérios de avaliacdo podem com-
prometer até 30% da previsibilidade, aumentando os riscos ao planejamento estratégico
[ ], tornando o processo de controlar este gasto muito desafiador.

O uso de modelos de Aprendizado de Médquina (AM) tem-se mostrado muito com-
petente para andlise preditiva envolvendo problemas dessa natureza, como pode ser obser-

vado nos trabalhos [ 1,1 lel ]. Essas tecnolo-
gias permitem previsdes financeiras mais confidveis ao incorporar abordagens que lidam
com incertezas na anélise de grandes volumes de dados [ ].

No contexto deste estudo, tal abordagem € particularmente relevante para empre-
sas de pequeno porte, como a empresa Soluct, uma software house localizada em uma
cidade pequena e que possui entre 10 a 15 funcionérios em operacao.

A Soluct enfrenta desafios especificos, como a dificuldade em prever despesas
com PPR devido a sazonalidade trimestral atualmente adotada. Além disso, a empresa
considera a realizacao das metas gerais do time e uma série de indicadores de desempenho
baseados nas atividades realizadas pelos colaboradores. Isso resulta em uma pontuagdo
individual que € usada para determinar a propor¢ao de bonificacdo que o individuo rece-
berd, considerando seu saldrio. Além de tudo, a empresa trabalha com recursos financei-
ros limitados sendo um desafio tnico para este estudo.

Apesar disso, a empresa busca continuamente ajustar seu modelo de PPR para
alinhar melhor a valorizagao do desempenho dos colaboradores com a sustentabilidade
financeira. A ado¢do de um modelo de bonificacdo trimestral visa simplificar a previsao
e distribui¢do das despesas, mas ndo elimina os desafios relacionados a sazonalidade e a
precisdo nas projecoes.

Este estudo também explora a possibilidade de estender a andlise para sazonali-
dades anuais, oferecendo insights que podem beneficiar outras empresas que optem por
diferentes abordagens de periodicidade em seus programas de PPR.

Com base no exposto, este trabalho tem como objetivo geral desenvolver algorit-
mos de previsao utilizando modelos de Aprendizado de Maquina (AM), com o diferencial
de estimar as despesas sazonais relacionadas ao Programa de Participac@o nos Resultados
(PPR) a partir do Demonstrativo do Resultado do Exercicio (DRE), contribuindo para um
planejamento financeiro mais eficaz e alinhado a realidade operacional da empresa Soluct
e outras semelhantes.

2. Fundamentacao Teérica

Nesta se¢do, apresentam-se os conceitos essenciais para o entendimento € embasamento
do trabalho em questao.



2.1. Programa de Participacao nos Resultados (PPR)

Modelo de remuneracdo varidvel amparado pela Lei n® 10.101/2000 [ ], que
oferece aos colaboradores uma gratificacdo baseada no desempenho organizacional e no
alcance de objetivos especificos. Essa modalidade tem ganhado destaque por sua ca-
pacidade de alinhar os interesses dos funciondrios aos da empresa, promovendo maior
engajamento e produtividade.

Os PPRs sdo classificados como despesas operacionais varidveis, influenciando
diretamente a estrutura de custos das organizacdes. A natureza varidvel do PPR significa
que ele estd sujeito a oscilacdes de acordo com a performance organizacional e as metas
estabelecidas, impactando, consequentemente, os resultados financeiros.

Empresas que adotam esse modelo precisam equilibrar os beneficios do incen-
tivo ao desempenho com os desafios de previsibilidade e sustentabilidade financeira. De
acordo com Motta, ele difere do PLR', pois foca em indicadores de desempenho mais
amplos e customizaveis para cada organizacao [ ].

2.2. Demonstrativo do Resultado do Exercicio (DRE)

Consiste em um relatdrio contabil que resume todas as operagdes financeiras de uma em-
presa que ocorreram em periodos predeterminados, frequentemente sendo contabilizados
no formato anual [ ]. Ele segue o regime de competéncia e € obrigatdrio
conforme a Lei n°® 6.404/1976 [ ].

As principais varidveis utilizadas neste estudo sdo oriundas da DRE, haja vista
que ela apresenta de forma sucinta e consolidada a situacdo econdmica que a empresa
enfrenta, com o intuito de identificar padrdes e prever tendéncias a longo prazo.

2.3. Aprendizado de Maquina (AM)

Subcampo da Inteligéncia Artificial (IA), o Aprendizado de Maquina (AM) permite que
sistemas compreendam e facam previsdes com base em grandes volumes de dados, sem a
necessidade de programacao manual para cada situacdo. Na otimizagdo das despesas com
PPR, o AM auxilia na identificagdo de padrdes, aprimorando o planejamento financeiro

[ 1.
2.4. Analise Preditiva

Emprega anélise de informagdes e dados historicos na tentativa de antecipar o futuro, re-
conhecendo padrdes que podem auxiliar na compreensdo de tendéncias [ ].
No contexto empresarial, ela ¢ amplamente aplicada para prever vendas, demandas de
mercado, e despesas, como as associadas ao PPR. A capacidade de prever valores mo-
netarios com precisdo, é um diferencial crucial para reduzir os riscos financeiros nas em-
presas.

3. Trabalhos Relacionados

Nesta secdo, sao brevemente apresentados trabalhos relacionados recentes que abordam
andlise preditiva com auxilio de Aprendizado de Maquina (AM) em séries temporais e
variacOes relacionadas ao cenario empresarial.

'PLR (Participacio nos Lucros e Resultados): modelo de incentivo empresarial que visa distribuir parte
dos lucros da empresa aos funciondrios com base em resultados financeiros globais.



3.1. Time Series Forecasting Using Machine Learning

O trabalho de [ ] oferece uma andlise bem abrangente com uma grande va-
riedade técnicas de Aprendizado de Médquina (AM), destacando modelos cldssicos como
ARIMA? e Seasonal Auto-Regressive Integrated Moving Average with Exogenous Vari-
ables (SARIMAX), modelos supervisionados como Random Forest e SVM? e técnicas
de aprendizado profundo como LSTM* e RNN°. Destaca o uso de Python, bibliote-
cas relevantes e uma interface que permite personalizar previsdes, discutindo desafios
e limitacdes como dados ndo estaciondrios e lacunas em datasets.

Destacando a diversidade de modelos avaliados, a implementacdo de uma inter-
face para simulacoes e a andlise criteriosa de métricas como RMSE e MAE. Esses ele-
mentos reforcam a aplicabilidade prética e oferecem insights valiosos para o uso de AM
em contextos empresariais.

Por outro lado, o artigo apresenta limitacdes ao tratar de modelos multivariados,
focando principalmente em séries univariadas. Além disso, depende fortemente de um
pré-processamento de dados bem executado, sem detalhar suficientemente este processo.
Do mesmo modo, a robustez dos modelos em cenarios drasticamente diferentes nao é
discutida em profundidade.

Este trabalho serve como uma base sdlida para a aplicacdo e desenvolvimento
de solugdes praticas no uso de Aprendizado de Maquina (AM) para previsao de séries
temporais, sendo uma das principais influéncias pelas escolhas de materiais e métodos do
presente estudo.

3.2. Forecasting Firm Decision to Change in Capital Structure

Ja[ ] examina o uso de Aprendizado de Maquina (AM), com destaque a mo-
delos como Random Forest, para prever decisdes corporativas relacionadas a estrutura de
capital, destacando a relevancia de dados financeiros detalhados, por utilizar relatérios
10-K® de 51 empresas americanas entre 2017 e 2023.

Uma das principais contribui¢des do trabalho € a habilidade de incorporar diver-
sas varidveis ndo lineares e dados extensivos em modelos preditivos, algo essencial para
cendrios complexos e dindmicos. A estrutura adotada pode ser replicada para modelar
o comportamento de despesas, aproveitando padrdes historicos para antecipar variagoes
futuras.

No entanto, o artigo também ressalta limitacdes relacionadas a qualidade dos da-
dos e a complexidade dos algoritmos. A dependéncia de dados estruturados como XBRL’

2ARIMA (AutoRegressive Integrated Moving Average): modelo estatistico usado para anlise e pre-
visdo de séries temporais, combinando componentes autorregressivos, diferenciacdo e médias moveis.

3SVM (Support Vector Machines): algoritmo de aprendizado supervisionado que classifica dados ao
encontrar o hiperplano que melhor separa as classes.

“LSTM (Long Short-Term Memory): técnica de aprendizado profundo baseada em redes neurais recor-
rentes, projetada para capturar dependéncias de longo prazo em sequéncias.

SRNN (Recurrent Neural Network): modelo de aprendizado profundo que processa dados sequenciais,
reutilizando informacdes de etapas anteriores para capturar dependéncias temporais e contextuais.

610-K: documentos anuais exigidos pela SEC nos EUA, detalhando o desempenho financeiro, riscos e
operagoes.

7XBRL (eXtensible Business Reporting Language): linguagem padronizada para a troca de dados fi-
nanceiros e empresariais.



pode ndo ser vidvel em todas as realidades empresariais, especialmente quando os dados
disponiveis ndo seguem padrdes internacionais.

O estudo € imporante por abordar o uso de dados financeiros o que corrobora com
a utilizacdo da DRE para observacao de tendéncias nas previsdes de despesas com PPR
por exemplo.

3.3. Forecast of Compensation Amount Based on Big Data Network and Machine
Learning Algorithm in Intellectual Property Law

Por fim, [ ] discutem a utiliza¢do de algoritmos de Aprendizado de
Miquina (AM), como K-means® e SVMs, para prever compensacdes financeiras no con-
texto da lei de propriedade intelectual. Ele aborda como a compensagdo baseada em
desempenho estd correlacionada a satisfag@o no trabalho e efici€éncia corporativa.

O estudo sugere que essas técnicas podem melhorar a precisao das previsoes de
compensacao e contribuir para a gestao estratégica de recursos humanos. Destaca também
o uso de FPGAs’ para otimizar o processamento de dados em tempo real, proporcionando
solugdes eficientes para andlises complexas.

Os resultados obtidos no estudo indicaram que essas técnicas podem melhorar e
muito a precisdo das previsdes de compensacdo, tendo como um dos principais pontos
fortes do estudo a escolha do FPGAs, que proporcionou maior eficiéncia nas operagdes.

Contudo, o artigo apresenta limitagdes, como a auséncia de comparacoes detalha-
das fazendo o uso de outros modelos, o que dificulta a avalia¢do da robustez do método
em outros tipos de cendrios. Além disso, sua aplicabilidade a pequenas empresas nao foi
explorada.

Essa perspectiva reforca a importancia de incorporar métodos preditivos no con-
texto de andlise de dados financeiros. Porém devido a complexidade desnecessdria e
elementos de alto uso de hardware tornou invidvel no contexto do presente trabalho.

4. Materiais e Métodos

Nesta se¢do, sdao apresentados os dados, ferramentas e métodos utilizados para realizar a
previsdo proposta no presente trabalho.

4.1. Dataset

O conjunto de dados utilizado neste trabalho foi extraido do DRE da empresa Soluct
pela equipe de gestdo, que garantiu a confiabilidade das informagdes. Os dados possuem
formato tabular, organizados em uma planilha Excel contendo 22 varidveis numéricas no
formato decimal com duas casas decimais, além de uma varidvel temporal. A tabela inclui
82 registros mensais que abrangem o periodo de janeiro de 2018 a outubro de 2024, com
cada linha representando o ultimo dia do respectivo més. Os valores foram sintetizados
para refletir o somatério dos registros financeiros mensais da empresa.

8K-Means: algoritmo de aprendizado nio supervisionado que agrupa dados em k clusters, minimizando
a variancia interna de cada grupo.

°FPGAs (Field Programmable Gate Arrays): circuitos integrados reconfigurdveis que permitem imple-
mentar hardware personalizado.



Apesar de sua confiabilidade, algumas limitacdes do dataset devem ser conside-
radas. As despesas com o PPR apresentam registros apenas nos meses de janeiro, abril,
julho e outubro devido a sazonalidade trimestral adotada pela empresa, resultando em
lacunas nos dados para os demais meses. Além disso, as varidveis receitas e despesas
apresentavam valores que extrapolavam tanto positivamente quanto negativamente, sendo
necessario um cuidado adicional no pré-processamento para tratar outliers e garantir a
consisténcia dos dados.

Os valores historicos de despesas com o PPR foram ajustados para refletir a sa-
zonalidade trimestral atual, uma vez que o modelo trimestral implementado pela empresa
sO passou a valer a partir de janeiro de 2023. Antes disso, as bonificacdes eram realizadas
sem um padrio sazonal estabelecido. Esse ajuste foi feito com base em uma média de
crescimento entre 5% e 15%, conforme consultoria com a empresa.

Para permitir andlises em uma perspectiva anual, foi criado um novo dataset a par-
tir da copia do original, onde as lacunas foram preenchidas utilizando interpolacao linear,
capturando variagdes més a més em vez de apenas trimestrais. O tamanho reduzido do
dataset, com apenas 82 registros, também impde limitacdes quanto a generalizacio dos re-
sultados, restringindo sua aplicabilidade para periodos mais extensos ou outros contextos
organizacionais.

4.1.1. Variaveis Analisadas

As variaveis analisadas no estudo foram selecionadas a partir do dataset principal da DRE
da empresa Soluct. Entre elas, destacam-se:

e Meés: representando o ultimo dia de cada mé€s como indicador temporal essencial
para andlises sazonais;

* Receitas: abrangem todas as entradas financeiras mensais da empresa;
* Despesas: indicando as saidas financeiras;
* Lucro Liquido: obtido pela diferenca entre receitas e despesas mensais;

* Lucro Liquido Acumulado: reflete uma soma progressiva do lucro liquido ao
longo do tempo e serve como varidvel explicativa;

* Despesa com Pessoal PPR: definida como o custo direto do programa de
bonificacdo trimestral da empresa, considerada varidvel-alvo.

A andlise de correlagdo entre essas varidveis, apresentada no grafico 1, revelou
fortes associagdes entre “Despesas”, “Receitas” e o “Lucro Liquido”, com correlagdes
positivas significativas entre receitas e lucro, e negativas entre despesas e lucro. Essa
relacdo evidencia que as varidveis selecionadas sdo altamente representativas para cap-
turar as dindmicas financeiras da empresa. A escolha dessas varidveis justifica-se pela
relevancia do impacto das receitas e despesas no calculo do lucro liquido, que, por sua
vez, influencia diretamente a previsao de despesas com PPR.



Matriz de Correlagao

REGIENE 1.00 058 1.00 (WlF,-0.68-0.87-0.890%E-0.87-0. 740 KilX R X PE-0.65-0.60-0.5S5 R TSR R B | 0.46 0.50
ReceitasFinanceiras < 0=t I 0-0, 26 LSV ERRD. 220 BV B -0, 25-0.170.20-0.26 0.37-0.03-0.010.02 3%, 0.22 0.45
PrestacaoDeServicos -SR] N :-0.88-0.87-0.890EE-0.86-0. 73 ER NFLX-0.66-0.55-0.585 B b B (1 0.44 0.49

OutrasReceitas —0.27-0.26-0.365M[4] 0.33 0.31 0.32 0.13 0.25 0.18 0.07 0.11 0.09 0.27 0.16 0.16 0.11 0.08 0.11 0.32 0.04-0.11

Despesas oLl 0.33pROLEFRERN0.42 [Pl 11 0.02 0.31 0.22 [LERFA -1 0.20 0.14 0.45] 0.02:0.37
DespesasComPessoal U FE 2Ry 0.31 [iR:kR Ny 9 (RN E10.10 0.33-0.030 1101 0.45 0.02 0.04 0.14
DespesasComPessoalCustoPadrao gelEREPeR:E 0.32 EIVEERRINO0.42 (EIIVEI0.10 0.25-0.0300 81515 0.46 0.03 0.05 0.13|
DespesasComPessoalPPR -0.350.22:0.350.13 0.42 0.51 0.42 j} 27 0.290.19 0.05-0.100.30 0.37 0.11-0.050.01-0.02 0.43 0.06-0.21
DespesasComPessoallmpostos. 0.25 X pioR-DVE1 0.2 7 PR A-0.07 0.27-0.05( 1 1 Erd 0.52 0.07 0.13 0.12] .2150
DespesasComPessoalBeneficios (UREE - RE 0.18[UCTERENVET0.29 Wy SRR 0.01 0.05-0.18 0.45[ 51 0.40 0.02-0.110.01 el

DespesasComPessoalEspecializacoes —0.09-0.25-0.090.07 0.02 0.10 0.10 0.19-0.07 0.01 p¥V¥-0.15-0.02 0.05-0.16-0.09-0.02-0.06-0.07 0.05-0.16-0.12

DespesasComPessoalContratacoesDemicoes —0.120.17-0.120.11 0.31 0.33 0.25 0.05 0.27 0.05-0.15p¥$]0.22 0.01 0.16 0.03 0.01-0.040.27 0.18 0.33-0.10

DespesasFinanceiras -0.02 0.20 0.00 0.09 0.22-0.03-0.030.10-0.05-0.18-0.020.22 0.14-0.100.19 0.22 0.03@0.01 0.46 0.49

DespesasAdministrativas R3F-0.2600K5 0.27 WG RESE0.30 0511 0.45 0.05 0.01 0.14 M 0.34 0.51 0.11 0.14 0.204:E-0.09-0.26
DespesasComEquipamentosLicencas -1 ds- Rt 0.16 AR 0.37 DA R-0.160.16-0.10 0.34p¥eD] 0.32 0.08-0.02 0.06 /X:1-0.02-0.35

DepesasComMateriaPrima 48037081 0.16//-:10.45 0.46 0.11 0.52 0.40-0.090.03 0.19 0.51 0.32#[s] 0.35 0.21 0.16 0.52-0.13-0.18

DespesasComViagens —0.160.03-0.170.11 0.20 0.02 0.03-0.050.07 0.02-0.020.01 0.22 0.11 0.08 0.35p#1]0.11 0.17 0.22 0.03 0.13

DespesasComReforma —0.090.01-0.100.08 0.14 0.04 0.05-0.010.13-0.11-0.06-0.040.03 0.14-0.02 0.21 0.11 |8 .01 0.06 0.07 0.07
OutrasDespesas ~0.180.02-0.190.110.45 0.14 0.13-0.020.12 0.01-0.010.27 0.20 0.06 0.16 0.17-0.01p¥8] 0.20 0.46 0.15

[lelel 1480, 9 240,57 -0. 92{¢ke¥] 0.92 0.90 0.90 0.43[”]5 0.18 0.01 [UUERUEE 0.52 0.22 0.06 0.20 pRel]

LucroLiquido -0.46 0.22 0.44 0.04 0.02-0.13-0.16 0.06-0.21-0.28-0.160.33 0.46-0.09-0.02-0.130.03 0.07 0.46-0.22}

LucroLiquidoAcumulado -0.50 0.45 0.49-0.11-0.. 37@0 m-o .1240.100.49-0.26-0.35-0.180.13 0.07 0.15

T - | I o I
mmm\ﬂm—ozmmmmmmwmmmmmao
=
2 F 88 5T B E E S ¢ g s 8 E§EE B3
n-J'iEmwﬂ'ﬂ%géu.gazctasgggg
g £ 3 ¢ 54 & 8 28 8B E 2 B85 £y g 232
- - a v E = @ @ W S t© ec 2 E © 35
e wow E & = 2 ® g 2 2 o E a = £
E o ° s o & 3 8 5 9 £ £ § £ § E = SR
T 2 k Y 3 £E g 3 8 8 G g 2 & § § ¢ 3 3
g & 3 4§ £ 2 % 2 8 8 § § = % W 8 b
T B g 39 & g d 5 ¢ < E 5 § B3 el
i % g i g etz eEzg g s g 2
5 - &
& & &€ § 5 9 288 3 5 % & g
E ¢ 29 & 8 g &g ¢ §
g & & 8 £ 3 & €
e 8 & o =]
m a o o S
I+ o oo Yo7 B
Y 8"’@ o
& 8 § ¢ g
g v E o
a o o
ig i
]
w
@
a
&

Figura 1. Mapa de calor da matriz de correlagao da variaveis.

4.1.2. Sazonalidade
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A anélise da sazonalidade das despesas com PPR feita com auxilio do grifico 2 revelou
padrdes significativos na série temporal. A tendéncia apresenta um comportamento de-
crescente ao longo dos anos, refletindo uma reducio continua nas despesas, indicando
que a empresa estd destinando valores cada vez maiores ao pagamento de bonificagdes

aos funcionarios.

O componente sazonal destaca oscilagdes trimestrais regulares, com picos em ja-
neiro, abril, julho e outubro, alinhados a periodicidade de distribuicio do PPR adotada
pela empresa a partir de 2023. Este padrao reforca a relevincia de considerar a sazonali-

dade nos modelos preditivos.

Os residuos, distribuidos aleatoriamente em torno de zero, indicam que os mode-
los capturaram bem a tendéncia e a sazonalidade. Contudo, pequenas variacOes sugerem

fatores externos ndo modelados que podem influenciar as despesas.



DespesasComPessoalPPR

—5000 ~

—10000

—5000 A

Trend

—10000 -

100 ~

Seasonal

—100 +

0——-—0—-.—0—’—'—-—-—.—'—'—0 o Seeo

—1000 A

Resid
e
[ ]
[ ]
[ ]

T T T T T T
2018 2019 2020 2021 2022 2023 2024

Figura 2. Mapa de calor da matriz de correlagao da variaveis.

4.1.3. Processamento de Dados

O pré-processamento escolhido envolveu a transformacao dos dados, convertendo as datas
para o formato datetime e realizando o preenchimento de valores nulos por O para garantir
que nenhum erro ocorra nas proximas etapas do pipeline. Quanto ao primeiro algoritmo,
responsavel pela previsao de lucro, que serd detalhado mais adiante no tabalho, optou-
se pela remog¢do de outliers para garantir a qualidade nos dados, utilizando os métodos
estatisticos de remocao por Percentis, IQR e Z-Score, abordados brevemente a seguir:

O método de Percentis utiliza valores percentuais da distribuicdo dos dados para
definir limites. Nesse caso, esses limites foram calculados diretamente da distribui¢ao dos
dados de cada varidvel, sendos eles o limite inferior de (P;¢) e superior de (FPygy,).

Qualquer valor fora deste intervalo foi considerado um outlier e removido. Este
método € eficaz para eliminar valores extremos sem fazer suposicdes sobre a forma da
distribuicdo dos dados.

J4 o Intervalo Interquartil (IQR) é uma medida baseada na diferenca entre o ter-
ceiro quartil (Q3) e o primeiro quartil (Q1) da distribuicdo dos dados. Esses quartis di-
videm os dados em limites sendo eles o inferior de (1 — 1.5 x IQR) e superior de
(Q3+ 1.5 x IQR).

Valores fora desse intervalo foram classificados como outliers e removidos. Esse
método € amplamente utilizado por ser robusto contra valores extremos em distribui¢des



assimétricas.

O método de Z-Score mede o nimero de desvios padrdo de um valor em relacao
a média de cada varidvel. Ele € calculado pela formula: Z = *-%, onde x representa o
valor da varidvel analisada, i € a média dos valores da varidavel e o é o desvio padrao.

Com base nessa métrica, foram considerados outliers os valores com |Z| > 3, ou
seja, valores que estavam mais de trés desvios padrdao acima ou abaixo da média. Esses
valores foram removidos para evitar que pontos extremos distorcessem as analises.

Para os demais algoritmos que focam na previsiao da despesa com PPR, foi des-
continuada a remocgao de outliers, devido a necessidade de manter a sazonalidade trimes-
tral. Remover qualquer més nesta etapa, corromperia a andlise adicionando complexidade
desnecessdria no seguimento do pipeline.

Como solugao simples e direta para auséncia de valores fora da sazonalidade tri-
mestral, foi feito o isolamento dos dados trimestrais e a copia dos mesmos, aplicando
interpolacdo linear na despesa com PPR, para preencher os dados em todos os meses.
Dessa forma, possibilitando a andlise tanto trimestral quanto anual.

Vale citar que a interpolacao linear, estima os valores ausentes com base em uma
progressao linear entre os valores adjacentes, garantindo uma transi¢do suave e consis-
tente.

4.2. Ferramentas Utilizadas

O desenvolvimento deste trabalho foi realizado utilizando a linguagem Python, reconhe-
cida por sua ampla aplicacdo em ciéncia de dados e Aprendizado de Mdaquina (AM)
devido a simplicidade sintitica e a vasta biblioteca de ferramentas disponiveis. Para a
manipulagdo e organizacio dos dados, foi utilizada a biblioteca Pandas, que possibilitou
o carregamento, limpeza e transformacgado dos datasets da DRE e do PPR. Essas operacoes
incluiram a padronizacdo das frequéncias temporais (anual e trimestral), essenciais para a
andlise de séries temporais.

O suporte para operacdes mateméticas e manipulacdo de arrays foi fornecido pela
biblioteca NumPy, especialmente importante para o cdlculo de métricas de desempenho
e preparacdo dos dados de entrada dos modelos. A visualizacdo dos dados e resultados
foi realizada por meio das bibliotecas Matplotlib e Seaborn, que permitiram criar graficos
detalhados, como mapas de calor para andlise de correlagdo entre varidveis, bem como
séries temporais para verificar tendéncias e sazonalidades.

O modelo SARIMAX foi implementado com a biblioteca Statsmodels, que ofe-
rece suporte para modelagem de séries temporais com varidveis exdgenas, possibilitando
incorporar o “Lucro Liquido Acumulado” como um fator externo relevante. Adicional-
mente, o Prophet foi utilizado para lidar com séries temporais ndo lineares, caracterizadas
por tendéncias e sazonalidades complexas. Essa escolha se justifica por sua capacidade de
adicionar sazonalidades customizadas, como a sazonalidade trimestral € anual observadas
nos dados do PPR.

A biblioteca Scikit-Learn foi empregada para a aplicacdo do modelo Random Fo-
rest Regressor, que € amplamente utilizado para capturar relagdes ndo lineares e interagdes
entre varidveis, além de possibilitar a avaliacio com métricas como MAE, MAPE, RMSE



e 2. O Pmdarima foi utilizado para automatizar a busca de parAmetros adequados para
o SARIMAX, reduzindo o tempo necessdrio para encontrar combinacdes eficientes de
ordem ARIMA e sazonalidade. Finalmente, a biblioteca SciPy auxiliou na remocdo de
outliers dos dados por meio de técnicas como Z-Scores, Percentis e Intervalo Interquartil,
aumentando a confiabilidade das previsdes.

4.2.1. SARIMAX

O modelo Seasonal Auto-Regressive Integrated Moving Average with Exogenous Vari-
ables (SARIMAX) ¢ um modelo poderoso para analise de séries temporais, ideal para
capturar padroes complexos que se repetem ao longo do tempo. Com sua capacidade de
incluir sazonalidade e varidveis externas, ele ndo apenas entende os dados historicos, mas
também considera fatores externos que influenciam o futuro. E uma ferramenta robusta e
confidvel para previsdes em cendrios como economia, vendas e comportamento climético.

Foi implementado tanto na previsao do lucro quanto das despesas com PPR, porém
serdo abordados os parametros e ajustes feitos exclusivamente para despesa com PPR.
Sendo assim, o modelo foi utilizado para capturar padrdes temporais complexos e mo-
delar a influéncia do “Lucro Liquido Acumulado” como varidvel exégena. Este modelo
foi escolhido devido a sua robustez em lidar com séries temporais que apresentam tanto
componentes sazonais quanto nao sazonais.

Para os dados anuais, a ordem ARIMA foi definida como (5, 0, 0), indicando que
o modelo inclui cinco termos autorregressivos € nenhuma diferenciagdo ou média mével.
A sazonalidade anual foi capturada pela ordem sazonal (0, 1, 1, 12), refletindo um padrao
recorrente a cada 12 meses. Para os dados trimestrais, foi utilizada a configuracao (1, 0,
1) para a ordem ARIMA, enquanto a ordem sazonal foi ajustada para (0, 1, 1, 4), conside-
rando a periodicidade trimestral. Métricas como MAPE, MAE, RMSE e R? confirmaram
a eficicia do modelo em previsdes de despesas com PPR, tornando-o adequado para o
cendrio analisado.

4.2.2. Prophet

O Prophet, por outro lado, se destaca pela simplicidade e flexibilidade. Desenvolvido pelo
Facebook, ele transforma a previsao de séries temporais em um processo descomplicado,
capaz de lidar com sazonalidade, tendéncias imprevisiveis e até mesmo lacunas nos dados.

Foi selecionado devido a sua capacidade de lidar com séries temporais com
tendéncias nao lineares e padrdes sazonais customizdveis. Além disso, a biblioteca per-
mite adicionar varidveis regressoras, como o ‘“Lucro Liquido Acumulado”, para refinar as
previsoes.

No caso dos dados anuais, foi incorporada uma sazonalidade anual com ordem de
Fourier!® 15, capturando variacdes significativas ao longo do ano. Para os dados trimes-
trais, uma sazonalidade trimestral foi ajustada com ordem de Fourier 5, adequada para
padrdes de curto prazo observados no PPR. A simplicidade de uso do Prophet, aliada a

9Ordem Fourier: ndmero de termos usados em uma série de Fourier para aproximar uma fungio
periddica, determinando sua precisdo.



sua flexibilidade, garantiu previsdes precisas e interpretdveis para diferentes frequéncias
temporais.

4.2.3. Random Forest Regressor

Ja o Random Forest € a personificacdo da eficiéncia no aprendizado supervisionado. Ao
combinar varias arvores de decisao, ele cria uma “floresta” que trabalha em conjunto para
entregar previsoes robustas. Seja prevendo precos, classificando dados ou analisando
padrdes complexos, o Random Forest € confidvel, versitil e sempre pronto para entregar
resultados precisos.

Foi aplicado para explorar padrdes ndo lineares entre as varidveis do PPR. Este
modelo foi configurado com lags'' e sazonalidades como varidveis de entrada, o que
permitiu capturar interacdes temporais e dependéncias complexas.

Para os dados anuais, o modelo foi configurado com 50 arvores (estimadores),
profundidade maxima de 5 e lags de até 9 periodos. Ja para os dados trimestrais, 0 modelo
utilizou 200 arvores e profundidade médxima de 10, refletindo a necessidade de maior
granularidade nas previsdes trimestrais. As métricas de desempenho indicaram que o
Random Forest capturou padrdes ndo triviais nos dados, complementando as abordagens
baseadas em séries temporais.

5. Experimentos e Resultados

Nesta secdo, descrevem-se os experimentos realizados para avaliar a eficiéncia de diferen-
tes modelos preditivos aplicados na previsdao de despesas com o Programa de Participacao
nos Resultados (PPR). O processo experimental foi organizado em etapas que englobaram
desde a previsao de indicadores financeiros gerais da empresa, como receitas, despesas e
lucros, até o uso desses resultados como insumos para a previsao especifica das despesas
com PPR.

5.1. Descri¢ao do Processo Experimental

O experimento foi dividido em duas etapas principais. Na primeira etapa, previram-se 0s
indicadores financeiros gerais da empresa com base no histérico do Demonstrativo do Re-
sultado do Exercicio (DRE). Utilizou-se o modelo SARIMAX para capturar padroes sazo-
nais anuais. O pré-processamento incluiu remogao de outliers, e interpolagdo linear para
tratar valores ausentes. As previsdes de “Receitas” e “Despesas” serviram de base para
calcular o “Lucro Liquido” como a diferencga entre receitas e despesas previstas. O “Lu-
cro Liquido Acumulado” foi gerado ao somar os resultados més a meés, e as informacoes
foram armazenadas em um arquivo Excel para posterior utilizagao.

Na segunda etapa, realizou-se a previsdo especifica das despesas com PPR. Para
isso, configuraram-se os modelos SARIMAX, Prophet e Random Forest, que utilizaram
como varidvel exdgena o “Lucro Liquido Acumulado” previsto na etapa anterior. O trei-
namento baseou-se nos dados histéricos de PPR ajustados ao formato trimestral. Poste-
riormente, os modelos realizaram previsoes futuras considerando as dindmicas de lucro
esperado, o que garantiu maior precisao ao capturar relacdes diretas entre lucros acumu-
lados e gastos com PPR.

Lags: atrasos aplicados a séries temporais para usar valores passados como varidveis explicativas.



5.2. Métricas de Avaliacao

Para avaliar a performance dos modelos utilizados, aplicaram-se métricas amplamente
aceitas na literatura. O Erro Absoluto Percentual Médio (MAPE) foi utilizado para medir
a precisao percentual das previsdes, enquanto o Erro Absoluto Médio (MAE) avaliou a
magnitude média dos erros absolutos. A Raiz do Erro Quadritico Médio (RMSE) des-
tacou desvios extremos, e o Coeficiente de Determinacdo (/%) mensurou a propor¢do de
variancia explicada pelos modelos. Essas métricas permitiram analisar a eficiéncia dos
modelos em granularidades temporais distintas, como dados trimestrais e anuais.

5.3. Resultados dos Modelos

Os resultados das previsdes, avaliados com base nas métricas descritas, mostraram desem-
penho variado entre os modelos testados. Para os dados trimestrais, o modelo Random
Forest apresentou os melhores resultados em termos de precisdo, com o menor MAPE
de 0,95% e MAE de 181,99. O Prophet mostrou flexibilidade em capturar padrdoes com-
plexos, enquanto o SARIMAX apresentou consisténcia em dados com sazonalidade bem
definida. Para dados anuais, o Random Forest manteve a maior precisao, atingindo um
R? de 0,998, seguido pelo Prophet, que apresentou bom equilibrio entre simplicidade e
precisao.

As Tabelas 1 e 2 sintetizam os resultados obtidos pelos modelos para granularida-
des trimestrais e anuais, respectivamente.

Tabela 1. Resultados para as previsoes trimestrais.

Modelo MAPE (%) | MAE | RMSE | R?

SARIMAX 14.83 587.34 | 816.65 | 0.928
Prophet 3.73 327.36 | 310.61 | 0.982
Random Forest 0.95 181.99 | 284.47 | 0.982

Tabela 2. Resultados para as previsGes anuais.

Modelo MAPE (%) | MAE | RMSE | R?

SARIMAX 4.94 158.52 | 332.53 | 0.908
Prophet 3.34 219.88 | 295.67 | 0.989
Random Forest 0.61 48.38 | 95.77 | 0.998

Os gréficos 3 e 4 mostram a comparagao entre os valores previstos e os valores
reais das despesas com PPR, tanto para os dados trimestrais quanto para os anuais. A
linha pontilhada nos grificos representa a previsdo perfeita, onde os valores previstos
seriam exatamente iguais aos valores observados. A proximidade dos pontos em relacdo
a essa linha reflete o desempenho de cada modelo.
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Figura 3. Valores historicos vs. valores previstos para dados trimestrais.
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Figura 4. Valores historicos vs. valores previstos para dados anuais.

Para os dados trimestrais, os modelos apresentaram desempenhos variados. O
SARIMAX demonstrou uma boa capacidade de previsdo, mas com maior dispersdao em
pontos relacionados a valores extremos. O Prophet destacou-se por sua aderéncia aos
valores reais, com a maioria dos pontos muito préximos a linha de previsao perfeita,
indicando menor erro relativo em comparagdo aos outros modelos. J4 o Random Forest
apresentou um desempenho consistente, mas exibiu uma leve dispersdo em valores mais
elevados, sugerindo maior sensibilidade as flutua¢des dos dados trimestrais.

Nos dados anuais, os resultados foram ainda mais alinhados a previsdo perfeita,
refletindo a menor variabilidade dos dados agregados. O SARIMAX manteve um bom de-
sempenho, com os pontos bem proximos a linha de previsao perfeita, especialmente para
valores médios. O Prophet novamente apresentou alta precisdo, com pontos bem dis-
tribuidos ao longo da linha, capturando adequadamente padrdes sazonais e de tendéncia.
O modelo Random Forest, apresentou melhor desempenho nesta granularidade, com pon-
tos quase perfeitamente alinhados a linha de previsdo, destacando sua robustez para pre-
visOes em granularidades maiores.

Os gréaficos 5 e 6 apresentam a comparagdo entre previsoes e valores reais para
dados trimestrais e anuais, respectivamente. Essas visualizacdes ilustram a aderéncia dos
modelos aos dados observados, destacando as tendéncias e sazonalidades capturadas.
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Figura 5. Valores historicos e valores previstos para dados trimestrais.
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Figura 6. Valores historicos e valores previstos para dados anuais.

5.4. Discussao dos Resultados

Os resultados obtidos demonstram que cada modelo possui caracteristicas especificas que
influenciam seu desempenho em diferentes granularidades temporais. O modelo SARI-
MAX apresentou resultados consistentes em dados com padrdes sazonais claros, mas nao
foi tdo eficiente para capturar variacdes complexas nos dados trimestrais. O Prophet, por
sua vez, mostrou alta flexibilidade, destacando-se principalmente em previsoes trimes-
trais, gracas a sua capacidade de ajustar sazonalidades e tendéncias ndo lineares.

O modelo Random Forest apresentou melhor desempenho geral, com excelente
precisdo tanto para dados trimestrais quanto anuais. No entanto, devido a precisdo quase
perfeita nos resultados de 1?2, trouxe questdes sobre possivel overfitting!?, também, mos-
trou maior suscetibilidade ao superajuste, especialmente em granularidades menores, o
que exigiu ajustes criteriosos de hiperparametros. Entre as principais limitacdes encon-
tradas, destaca-se a volatilidade nos dados trimestrais, que dificultou a modelagem precisa
em alguns casos, a dependéncia de interpolacdo linear no pré-processamento, que intro-
duziu incertezas em padrdes mais complexos e a limitacdo da quantidade observada de
dados trazendo duvidas sobre a compreensiao dos modelos perante a variacao dos valores
em relacdo ao tempo.

Comparando os resultados com o estudo de [ ], nota-se que, apesar de
o modelo de Ghosh ter apresentado uma precisao superior na previsao geral do mercado,
com AUC" variando de 70% a 79%, os resultados obtidos no presente estudo mostram
que modelos como SARIMAX e Prophet sdo eficazes no contexto especifico de previsao
de despesas de PPR, com uma margem de erro média ajustada as necessidades préticas
da empresa estudada.

Por outro lado, no trabalho de [ ], nota-se que, embora ambos
os trabalhos abordem previsdes financeiras, o foco de Gao e Huang estd em modelos
de categorizacdo, enquanto o foco do presente estudo se concentra em previsdes tempo-
rais. Comparativamente, os resultados alcancados indicam um desempenho competitivo
ao prever variacoes nas despesas com base em tendéncias historicas, enquanto o trabalho
de Gao e Huang priorizou andlises qualitativas de categorias de compensacao, dificul-
tando comparacoes diretas de acuricia.

2Qverfitting: ocorre quando um modelo aprende detalhes excessivos dos dados de treino, prejudicando
sua capacidade de generalizar para novos dados.

I3AUC (Area Under the Curve): mede a capacidade de um modelo de classificagio em distinguir entre
classes, variando de 0.5 a 1.



Por fim, os resultados do estudo de [ ] apresentam métricas de erro
como RMSE e MAE, similares aos utilzados no presente estudo. Em comparacao, os mo-
delos utilizados apresentaram resultados equivalentes em termos de precisdo para séries
temporais univariadas, destacando a viabilidade da abordagem em cendrios praticos de
pequenas empresas. A inclusdo de varidveis adicionais, como proposto por Elrefaei, po-
deria ampliar o escopo da anélise e aumentar a robustez das previsoes.

Essas observagdes indicam que a combinacao de diferentes modelos pode ser uma
estratégia promissora para otimizar previsoes em cendrios similares, aproveitando os pon-
tos fortes de cada abordagem.

6. Conclusao e Trabalhos Futuros

Este estudo explorou a andlise preditiva de despesas associadas ao Programa de
Participagdo nos Resultados (PPR), utilizando o Demonstrativo do Resultado do Exercicio
(DRE) como base para a construcdo de modelos preditivos de Aprendizado de Maquina
(AM). Com foco em uma pequena empresa, a analise abordou os desafios enfrentados por
organizagdes em contextos de sazonalidade financeira e recursos limitados.

A aplicacdo dos modelos SARIMAX, Prophet e Random Forest revelou que o
uso de AM pode fornecer previsdes financeiras mais confidveis e alinhadas as necessi-
dades operacionais. O Random Forest destacou-se pelo desempenho geral superior em
granularidades anuais, enquanto o Prophet e 0 SARIMAX demonstraram potencial em
cendrios com forte sazonalidade e padrdes bem definidos. Esses resultados reforcam a
relevancia de ferramentas preditivas como suporte a gestdo estratégica de empresas de
pequeno porte, que buscam equilibrar incentivos ao desempenho com sustentabilidade
financeira.

Este trabalho também enfatizou a importancia do uso do DRE como instrumento
central para anélise financeira, corroborando sua aplicagdo como suporte para ajustes ope-
racionais e estratégicos em periodos de incerteza econdmica, como mencionado inicial-
mente. Os resultados indicam que modelos preditivos podem ser uma solugdo prética para
minimizar desvios significativos nas despesas e aprimorar a previsibilidade em planeja-
mentos de longo prazo.

Outras consideragdes para trabalhos futuros incluem expandir a anélise para in-
cluir dados multivariados que incluam outros indicadores financeiros e operacionais re-
levantes para a empresa, como produtividade dos funciondrios e métrica de pesquisa de
satisfacdo organizacional. O uso de técnicas mais avangadas, como redes neurais recor-
rentes ou transformadores, pode proporcionar insights adicionais nos padrdes complexos
observados nos dados. A utilizagdo de datasets com quantidades superiores de registros,
fortalecendo a interpretacdo nas variacdes. Além disso, o desenvolvimento de um sis-
tema automatizado que integre esses modelos a funcionalidade da empresa pode facilitar
a adocdo e melhorar a gestdo constante de despesas com PPR.

Siglas

R? Coeficiente de Determinacdo. 10, 12, 14

AM Aprendizado de Maquina. 2-5, 9, 15



DRE Demonstrativo do Resultado do Exercicio. 1-3, 5,9, 11, 15
IA Inteligéncia Artificial. 3

MAE Erro Absoluto Médio. 4, 9, 10, 12, 15
MAPE Erro Absoluto Percentual Médio. 9, 10, 12

PPR Programa de Participacdo nos Resultados. 1-3, 5-7, 9—-12, 14, 15
RMSE Raiz do Erro Quadratico Médio. 4, 9, 10, 12, 15

SARIMAX Seasonal Auto-Regressive Integrated Moving Average with Exogenous Va-
riables. 4, 9—-15
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